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RESUMO

Background. A distribuição espacial do risco de adoecimento sempre foi uma preocupação da Epidemiologia. Entretanto, a incorporação de análises espaciais em estudos epidemiológicos analisando desfechos classificados de forma multinomial ainda não foi descrita na literatura. Este artigo tem por objetivo contribuir para a superação dessa limitação. 

Methods. São apresentadas extensões dos modelos cumulative logistic (proportional odds), continuation-ratio, adjacent-category logistic e polytomous logistic incluindo a análise espacial dos dados por meio do ajuste de modelos aditivos generalizados. Como ilustração, são analisados espacialmente dados de incidência de acidentes do trabalho em uma cidade brasileira.
Results. Nas análises dos mapeamentos foram encontradas áreas de maior risco para acidentes de trabalho que variaram conforme o nível de comparação dos diferentes modelos ajustados.

Conclusions. Este artigo traz a possibilidade de analise de dados por meio de modelos aditivos generalizados junto a implementos para estudos epidemiológicos com resposta multinomial onde se deseja analisar a distribuição da doença no espaço.

Keywords: distribuição espacial de doenças, multinomial models, ordinal models, generalized additive models (GAM).
INTRODUÇÃO

A distribuição espacial do risco de adoecimento sempre foi uma preocupação da Epidemiologia. Particularmente nas últimas duas décadas, diversas técnicas de análise espacial de dados epidemiológicos têm sido desenvolvidas para estimar a variação do risco no espaço. Uma delas baseia-se no ajuste de modelos aditivos generalizados1(GAM), já bastante utilizados com este fim2-11. Estes são modelos robustos, pois permitem incorporar ao ajuste covariáveis além do espaço e provêem estatísticas e testes de hipótese.

Entretanto, ainda muitos estudos baseados em escalas ou desfechos multinomiais, sejam nominais ou ordinais, utilizam modelos de regressão logística para a análise dos dados, mas sem incorporar análises espaciais12-22. Isto se deve, parcialmente, à escassez de técnicas que permitam tratar convenientemente respostas multinomiais em análises espaciais de dados epidemiológicos.

Este artigo tem por objetivo contribuir para a superação dessa limitação. Será apresentada a extensão de alguns modelos logísticos multinomiais possibilitando a inclusão de análise espacial dos dados por meio do ajuste de modelos aditivos generalizados. Como ilustração, serão analisados espacialmente dados de incidência de acidentes do trabalho em uma cidade brasileira.

VARIABILIDADE ESPACIAL DO ODDS RATIO: ESTIMATIVAS PARA RESPOSTAS MULTINOMIAIS
Em 1997, Ananth and Kleinbaum23 publicaram uma revisão sobre diferentes métodos de ajustes multinomiais ordinais utilizados em estudos epidemiológicos, abordando os modelos cumulative logit model (ou proportional odds model), continuation-ratio model, adjacent-category logistic model e polytomous logistic model. No presente estudo, estenderemos cada um destes métodos incorporando modelos aditivos generalizados para a estimação do odds ratio (OR) em estudos epidemilógicos.

Para tanto, consideremos um estudo epidemiológico com indivíduos classificados segundo r categorias de resposta, onde qi é a proporção amostral da categoria i e 
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Para uma determinada doença e uma delimitada região ( de interesse, seja x um vetor de coordenadas geográficas que mapeia indivíduos com a doença em ( e z um vetor de covariáveis de interesse associadas aos indivíduos estudados.

Para todos os modelos que serão apresentados a probabilidade de qualquer indivíduo, observado no conjunto de dados, pertencer a categoria i é dada por:
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sendo 
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 a função densidade espacial de ocorrência de casos do tipo i da doença em ( (número de ocorrências por unidade de área na localização x).
A função não-paramétrica suave utilizada no modelo aditivo generalizado será aqui denotada por 
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Proportional Odds Model

Este é o modelo mais utilizado em respostas ordinais. A dependência de 
[image: image5.wmf]Y

em (x,z) para o proportional odds model tem a seguinte representação23:
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Ou, de forma equivalente, esta função pode ser re-expressa na forma de um logito23:
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sendo 
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 é o intercepto desconhecido dos parâmetros, que satisfaz a condição 
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 é o vetor de coeficientes desconhecidos da regressão, correspondentes a z.

O coeficiente de regressão, 
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b

, para a variável explanatória binária zl é a razão dos log-odds para a associação de 
[image: image14.wmf]Y

por zl, controlada pelas outras covariáveis do modelo (2).  Para a parte paramétrica do modelo Ananth e Kleinbaum23 trazem a forma de obter o OR.

A distribuição do odds no espaço, condicional ao vetor de covariáveis z, ajustado através do modelo proportional odds com r categorias de resposta possui o seguinte formato:
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A partir das equações 1, 2 e 3, temos que os pi(x,z) podem ser estimados através do modelo proportional odds conforme a expressão abaixo:
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A partir da equação 4, pode-se obter a espacialização do odds a partir da resolução de um sistema linear de equações:
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Como cada qi e 
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 são positivos, o sistema sempre terá solução e esta será única. A partir desta solução, obtemos a estimativa da função Oddsi(x,z) da seguinte maneira:
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Continuation-Ratio Model

Feinberg24 propôs um método alternativo ao proportional odds model para o caso de variáveis resposta multinomiais ordinais. Enquanto no proportional odds model temos a probabilidade acumulada, 
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, o modelo continuation-ratio pode ser expresso como23:
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Ananth e Kleinbaum23 apresentam a forma para obter o OR baseado no modelo continuation-ratio para a l-ésima covariável zl diretamente do modelo. 

Utilizando o modelo continuation-ratio com r categorias, a distribuição espacial do odds em função das covariáveis estudadas é:
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A partir das equações 1, 6 e 7, temos que os pi(x,z) podem ser estimados por este modelo da seguinte maneira:
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A partir da equação 8, pode-se obter a espacialização do odds estimado a partir da resolução de um processo iterativo:
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Daí, a partir de (8), temos o valor inicial para o processo:
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A partir daí, 
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Com as razões dos λ(x,z) estimados, obtemos a espacialização da estimativa do odds para o modelo continuation-ratio:
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Adjacent-Category Logistic Model

Este modelo envolve o ajuste da razão entre duas probabilidades, 
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. Compara sempre uma categoria com a próxima numa escala ordinal. A representação deste modelo é a seguinte23:
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O vetor de parâmetros 
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 corresponde aos coeficientes de regressão para o log-odds de 
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Para este modelo a distribuição espacial do odds em função das covariáveis estudadas é definida pela equação:
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A partir das equações 1, 10 e 11, temos que pi(x,z) está relacionado ao Oddsi(x,z), na categoria i, conforme as expressões abaixo:
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 os logitos estimados pelo modelo adjacent-category logistic:
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Polytomous Logistic Model

Este é um dos métodos mais utilizados para modelar respostas multinomiais nominais (quando as categorias de resposta não possuem uma relação de ordem entre si), podendo inclusive ser utilizado quando a resposta é ordinal. O modelo faz todas as comparações utilizando a última categoria como referência, ou seja, compara as categorias, uma a uma, com a categoria r. Ele possui a seguinte representação23:
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. O modelo logito que estuda cada par de categorias, tendo uma delas como referência, é25:
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O vetor de parâmetros 
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 corresponde aos coeficientes da regressão para o log-odds de 
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 da regressão, para a l-ésima covariável zl, tem-se como resultado os OR de comparação entre 
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Para o modelo polytomous logistic com r categorias, a distribuição espacial do odds, condicional ao vetor de covariáveis z, será:
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A partir das equações 6, 13 e 14, deduz-se que pi(x,z) está relacionado ao Oddsi(x,z), na categoria i, conforme as expressões abaixo:

Sejam 
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 os logitos estimados pelo modelo polytomous logistic:
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Seja 
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A distribuição espacial do OR é obtida, para qualquer um dos modelos acima, simplesmente dividindo-se as estimativas Oddsi(x,z) pelo odds global na região de estudo, em cada uma das r-1 comparações realizadas pelo modelo escolhido. Isto é, o ORi(x,z) estima a razão entre o odds referente à posição x ( ( e o odds médio na região (, para a comparação i: (veja se a fórmula ajuda:)
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sendo n o número de pontos escolhidos para a predição na região de estudo.

RISCO RELATIVO ESPACIAL: ESTIMATIVAS PARA RESPOSTAS MULTINOMIAIS EM ESTUDOS CASO-CONTROLE
É interessante notar que a execução de um estudo caso-controle espacial2;26;27 ajustando-se um Polytomous Logistic Model, tendo o grupo controle como categoria a ser comparada com todas as outras, abre a possibilidade – de grande interesse epidemiológico – de estimar a distribuição do risco relativo espacial quando os casos são categorizados em dois ou mais subgrupos. 

A função risco relativo espacial (((x)) foi definida por Bithell28 como se segue. Para uma determinada doença e uma delimitada região ( de interesse, seja
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onde x é um vetor de coordenadas geográficas em (, 
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 é a função densidade espacial de ocorrência de casos da doença em ( (número de ocorrências por unidade de área na localização x) e 
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 é a função densidade espacial da população fonte de casos em (. 

A partir de um conjunto observado de casos e controles, Kelsall e Diggle29 e Diggle30 propuseram um modo interessante de estimar 
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, onde assume-se que os casos e os controles incluídos no estudo são amostras aleatórias de todos os casos ocorridos (C) em ( e da população-fonte (P) existente em ( no período de estudo, nas proporções q1 e q2, respectivamente. 

A probabilidade de qualquer ponto, observado no conjunto de casos e controles, ser um caso [isto é, p(x) = P(yi = 1 | xi = x)] é dada por:
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Kelsall e Diggle29 propuseram o uso do GAM1 como ferramenta básica para estimação do θ(x) a partir do p(x), onde:
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sendo c uma constante conhecida, α um intercepto a ser estimado e f(x) uma função suave bivariada obtida através do GAM.

Uma extensão bastante conveniente deste método é a incorporação de covariáveis não espaciais, o que resulta no modelo semiparamétrico2: 
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     (19)
sendo z um vetor de covariáveis de interesse e ( representa seu vetor de efeitos. O log-risco é assim modelado como linearmente dependente de um componente não espacial paramétrico representando o efeito das covariáveis incorporadas ao modelo, associado ao componente espacial não paramétrico f(x). Estimativas de α, (  e f(x), bem como seus erros padrão associados, são obtidas segundo a aplicação do GAM. 

Finalmente, a estimativa da função risco relativo espacial (equação 16) em ( é obtida como:
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onde 
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 representa a estimativa obtida no ajuste do logito apresentado na equação 19.
Conseqüentemente, conclui-se que ao ajustar-se um modelo multinomial politômico a dados coletados na execução de um estudo caso-controle espacial, onde os casos foram classificados em duas ou mais categorias, e tomando-se o grupo controle como categoria de referência, cada um dos 
[image: image82.wmf](

)

z

x

,

i

Odds

Ù

 (equação 15) é equivalente ao 
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Note que quando r=2, o odds estimado pelo modelo politômico é exatamente igual ao risco espacial.
Por fim, se for conhecida a incidência média de casos em ( (dado estimável em estudos caso-controle de base populacional), pode-se obter a incidência espacial em ( (específica para cada posição x ( () multiplicando-se aquela por 
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INCIDÊNCIA DE ACIDENTES DE TRABALHO: ILUSTRAÇÃO DA ESTIMATIVA DO ODDS RATIO ESPACIAL

Os dados são de Stephan31. O autor estudou 779 indivíduos que sofreram acidente do trabalho na cidade de Piracicaba, sudeste do Brasil, em 2007, e que foram atendidos em um dos oito pronto-socorros desta cidade. Para esta ilustração foram utilizadas as seguintes variáveis:

- coordenadas geográficas do local de ocorrência dos acidentes.

- idade (anos)

- existência de contrato de trabalho formal e usufruto de direitos trabalhistas na ocasião do acidente (sim, não)

- exercício de trabalho doméstico na ocasião do acidente (sim, não)

- risco de sofrer acidente do trabalho referido pelos trabalhadores acidentados (numa escala de 0 a 10)

De acordo com critérios clínicos obtidos nos locais de atendimento dos acidentados, os acidentes foram classificados como graves(20), moderados(205) e leves(554). 

Os modelos foram ajustados por meio do software R2.7 for LINUX, utilizando a função vgam do pacote VGAM. Para proportional odds model (PO) utilizou-se a opção family=cumulative(par=T); para continuation-ratio model (CR) utilizou-se a opção family=sratio(par=T); para adjacent-category logistic model (AC) utilizou-se a opção family=acat(reverse=T) e para polytomous logistic  model (PL) utilizou-se a opção family=multinomial. Os códigos usados para a obtenção das estatísticas e mapas apresentados abaixo estão no apêndice.

A parte paramétrica das análises do proportional odds, continuation-ratio, adjacent-category e polytomous logistic models é mostrada na Tabela 1. Os modelos estimam diferentes probabilidades. É interessante notar que a segunda análise dos modelos AC e PL, são coincidentes, pois contrastam acidentes moderados e leves.

Tabela 1: OR (IC 95%) para acidentes do trabalho. Resposta: 1-grave, 2-moderado, 3-leve.


[image: image86.emf]Variáveis paramétricas PO

a

CR

b

AC

c

PL

d

Idade 1.01(1.00-1.03) 1.01(1.00-1.03) 1.02(0.98-1.06) 1.03(1.00-1.07)

- - 1.01(1.00-1.03) 1.01(1.00-1.03)

Direitos trabalhistas (S) 0.58(0.42-0.80) 0.59(0.43-0.81) 0.88(0.34-2.31) 0.52(0.20-1.33)

- - 0.59(0.42-0.82) 0.59(0.42-0.82)

Trabalho doméstico (S) 0.49(0.25-0.97) 0.50(0.26-0.97) 1.04(0.12-8.64) 0.51(0.07-3.94)

- - 0.49(0.24-0.99) 0.49(0.24-0.99)

Risco referido (>5) 1.42(1.03-1.98) 1.41(1.03-1.95) 1.22(0.45-3.33) 1.71(0.64-4.56)

- - 1.40(1.00-1.97) 1.40(1.00-1.97)

Deviance: 1043.29 1043.32 1042.47 1042.47

Log-verossimilhança: -521.64 -521.66 -521.23 -521.23

AIC: 1055.29 1055.32 1062.47 1062.47

c

: Adjacent-Category Logistic Model. Comparações: 1 vs 2 e 2 vs 3.

d

: Polytomous Logistic Model. Comparações: 1 vs 3 e 2 vs 3.

a

: Proportional Odds Model. Comparações: 1 vs (2+3) e (1+2) vs 3.

b

: Continuation-Ratio Model. Comparações: 1 vs (2+3) e 2 vs 3.

 

A distribuição espacial do OR obtida por meio dos modelos PO, CR, AC e PL, conforme as equações 5, 9, 12, e 15, é mostrada nas Figuras 1, 2, 3 e 4.

Figura 1: Distribuição espacial do odds de acidente do trabalho relativo ao odds médio na área estimada por proportional odds model (GAM).

[image: image87.jpg]a) Comparison:
grave vs moderate and light (combined).

o light & mod
+ grave

b) Comparison:
grave and moderate (combined) vs light.

o light
+ mod &grave

45

35




Figura 2: Distribuição espacial do odds de acidente do trabalho relativo ao odds médio na área estimada por continuation-ratio model (GAM).
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Figura 3: Distribuição espacial do odds de acidente do trabalho relativo ao odds médio na área estimada por adjacent-category logistic model (GAM).
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Figura 4: Distribuição espacial do odds de acidente do trabalho relativo ao odds médio na área estimada por polytomous logistic model (GAM).

[image: image90.jpg]b) Comparison:

a) Comparison:

moderate vs light.

grave vs light.

Nej

+ moderate

light

°





ESTUDO CASO-CONTROLE DE ACIDENTES DE TRABALHO: ILUSTRAÇÃO DA OBTENÇÃO DO RISCO RELATIVO ESPACIAL

Para esta ilustração foram utilizados, além dos 779 trabalhadores acidentados anteriormente referidos, uma amostra aleatória de 1544 trabalhadores informais da cidade de Piracicaba que não sofreram acidente de trabalho nos três últimos anos anteriores à inclusão no estudo. Para estes foram obtidas as mesmas informações obtidas para os acidentados analisados. Estes foram considerados categoria controle do estudo caso-controle.

Para a obtenção do risco relativo espacial foi ajustado um modelo aditivo generalizado com resposta multinomial, comparando-se cada subgrupo de casos (acidentados graves, moderados e leves) com este subgrupo de 1544 controles, por meio do ajuste polytomous logistic.

A parte paramétrica do ajuste se encontra na Tabela 2 e a estimativa da distribuição do risco relativo espacial para cada categoria de caso, na Figura 5.

Tabela 2: OR (IC 95%) para acidentes do trabalho. Resposta: 1-grave, 2-moderado, 3-leve, 4-controles. GAM politômico.


[image: image91.emf]Variáveis paramétricas graves moderados leves

Idade 1.01(0.98-1.05) 0.99(0.98-1.00) 0.98(0.97-0.99)

Direitos trabalhistas (S) 1.04(0.41-2.60) 1.20(0.89-1.61) 2.03(1.66-2.49)

Trabalho doméstico (S) 0.26(0.03-1.97) 0.26(0.13-0.49) 0.53(0.39-0.72)

Risco referido (>5) 1.72(0.66-4.52) 1.42(1.05-1.94) 1.01(0.82-1.23)

Deviance: 3904.96

Log-verossimilhança: -1952.48

AIC: 3934.96

Todos os casos estão sendo comparados com os controles.


Figura 5: Distribuição espacial do risco de acidente do trabalho relativo ao risco médio na área estimada por polytomous logistic model (GAM).
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DISCUSSÃO

Este estudo apresenta um modo de estimar a distribuição espacial do OR segundo covariáveis não espaciais quando a resposta é multinomial ordinal ou nominal para alguns modelos revistos por Ananth e Kleinbaum23. A opção por um deles é discutida na literatura23;25. Cabe ao pesquisador selecionar o que melhor atende aos pressupostos e objetivos de sua análise. Ainda não foi descrito na literatura um método analítico para aferir a significância das estimativas dos odds apresentados nas equações 5, 9,12 e 15. Estas podem ser obtidas a partir e procedimentos de Monte Carlo, como o proposto por Kelsall e Diggle29.

Com excessão do stereotype logistic model, a distribuição espacial do OR segundo covariáveis pode ser obtida para outros modelos apresentados em Ananth and Kleinbaum23 de maneira análoga à proposta aqui para o proportional odds model.

Os modelos aditivos generalizados ainda possuem estatísticas de bondade-de-ajuste e testes de significância para os parâmetros que enriquecem a análise e podem ser encontrados no livro de Hastie e Tibshirani1.
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APÊNDICE 1

Código em R2.7 for Linux para estimação de theta

espatialRR<-function(q, modelo, newdat=NULL, gridsize=200, family="multinomial")

{

# q:vetor com o tamanho amostral de cada categoria

# modelo: modelo ajustado via vgam

# family: a mesma família usada na função vgam

rho = predict.vgam(modelo, newdat, type = "link")

r=length(q)

varrho<-matrix(0, nrow=length(rho[,1]), ncol=(r-1))

qq<-rep(0,(r-1))

lambda<-matrix(0, nrow=gridsize^2, ncol=r-1)

theta<-matrix(0, nrow=gridsize^2, ncol=r-1)

for (i in 1:(r-1))

{

varrho[,i]=exp(rho[,i])

qq[i]<-q[i+1]/q[1]

}

if (family=="multinomial")

{

   for (i in 1:(r-1))

   {

     theta[,i]=varrho[,i]*(q[r]/q[i])

   }

}

if (family=="acat(reverse=T)")

{

   for (i in 1:(r-1))

   {

   theta[,i]=varrho[,i]*(q[i+1]/q[i])

   }

}

if (family=="sratio(par=T)")

{

   theta[,(r-1)]=varrho[,(r-1)]*(q[r]/q[r-1])

   lambda[,(r-1)]=theta[,(r-1)]

   sum1<-q[r]

   sum2<-1

   for (i in (r-2):1)

   {

     sum1<-sum1+lambda[,(i+1)]*q[(i+1)]

     sum2<-sum2+lambda[,(i+1)]

     lambda[,i]<-varrho[,i]*sum1/q[i] 

     theta[,i]<-lambda[,i]/sum2

   }

}

if (family=="cumulative(par=T)")

{

   A<- array(0,c(r-1,r-1,gridsize^2))

   for (l in 1:gridsize^2)

   {

     for (j in 1:(r-1))

     {

        for (i in 1:(r-1))

        {

           if (i<j) A[j,i,l]<-(-1*qq[i]) else A[j,i,l]<-(varrho[l,j]*qq[i])

        }

     }

   }

   for (j in 1: gridsize^2) 

   {

      lambda[j,]<-solve(A[,,j], rep(1,r-1)) 

   }

   for (j in 1: gridsize^2) 

   {   

      for (i in 1:(r-1)) 

      {

         sum1<-0; sum1<-as.integer(sum1);sum2<-0

         for (l in 1:(r-1))

         { 

          if (l<i) sum1<-sum1+lambda[j,l] else sum2<-sum2+lambda[j,l]

         }

         theta[j,i]<-(1+sum1)/sum2

      }

   }

}

}

APÊNDICE 2

Código em R 2.7 for Linux para mapeamento do risco relativo espacial
mappingRR<-function (theta, refer=1, map,gridsize=200, main="Mapping Espatial Relative Risk", sub=refer)

{

#refer: i

#map: perímetro da região estudada

      theta_medio<-theta/(mean(theta))

      theta_medio[,refer]<-theta[,refer]/(mean(theta[,refer]))

      mini=0

      maxi=3

      paleta <- colorRampPalette(c("white","black" ),space="rgb")

      col = paleta(100)

      cor = col[1:100]

      zlim = c(mini, maxi)

      par(cex = 0.5)

      image(xgrid, ygrid, matrix(theta_medio[,refer], gridsize, gridsize), axes = F, col = cor, zlim, xlab = "", ylab = "", main=main, sub=sub, cex.main=3, cex.sub=4)

      levels = round(seq(mini, maxi, length.out=10),2)

      contour(xgrid, ygrid, matrix(theta_medio[,refer], gridsize, gridsize), add = T, levels = levels, labcex=1.5)

      polygon(map, lwd = 3)

}

� Ananth e Kleinbaum� REF _Ref212090849 \r \h � \* MERGEFORMAT �23�, nos logitos, indicam j variando até r, porém aqui se achou mais adequado varia-lo de 1 a r-1.
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tabelas (2)

		Arquivo com os modelos: modelos_glm.Rdata

		PROPORTIONAL ODDS

		vglm(formula		=				+		salfer		+		domest				+		riscrf_c,		family		T),				=		cumulative(par		=		T),				data		=		dados)

				Estimativa

		(Intercept):2		Parametrics Variables				Estimated OR		Confidence Limits (95%)								Estimated OR		Confidence Limits (95%)

		idade		Age

		salferS		Labourite Right

		domestS		Domestic Labor

		riscrf_c		Reported Risk

				Deviance:

				Log-likelihood:

				AIC

		CONTINUATION RATIO

		vglm(formula		=				+		salfer		+		domest				+		riscrf_c,		family		T),				=		cratio(par		=		T),				data		=		dados)

				Estimativa				Odds		LI		LS

		(Intercept):1		-1.606148

		(Intercept):2		-3.17841

		idade		0.013

		salferS		-0.498

		domestS		-0.659

		riscrf_c		0.342

								degrees		of		freedom

								of		freedom

		ADJACENT-CATEGORY

		vglm(formula		=				+		salfer		+		domest				+		riscrf_c,		family		=				=		acat,		data		=				dados)

		(Intercept):1		Covariáveis		Politômico		Polytomous Logistic								Categorias Adj.		Adjacent-Category Logistic								Odds Proporc.		Proportional Odds Model								Razões Seq.		Continuation-Ratio Model

		idade:1		Idade (anos)		1,03(1,00-1,07)		1.03		1.00		1.07				1,02(0,98-1,06)		1.02		0.98		1.06				1,01(1,00-1,03)		1.01		1.00		1.03				1,01(1,00-1,03)		1.01		1.00		1.03

		idade:2				1,01(1,00-1,03)		1.01		1.00		1.03				1,01(1,00-1,03)		1.01		1.00		1.03				-										-

		salferS:1		13°Sal./Férias(S)		0,52(0,20-1,33)		0.52		0.20		1.33				0,88(0,34-2,31)		0.88		0.34		2.31				0,58(0,42-0,80)		0.58		0.42		0.80				0,59(0,43-0,81)		0.59		0.43		0.81

		salferS:2				0,59(0,42-0,82)		0.59		0.42		0.82				0,59(0,42-0,82)		0.59		0.42		0.82				-										-

		domestS:1		Trab. Doméstico		0,51(0,07-3,94)		0.51		0.07		3.94				1,04(0,12-8,64)		1.04		0.12		8.64				0,49(0,25-0,97)		0.49		0.25		0.97				0,50(0,26-0,97)		0.50		0.26		0.97

		domestS:2				0,49(0,24-0,99)		0.49		0.24		0.99				0,49(0,24-0,99)		0.49		0.24		0.99				-										-

		riscrf_c:1		Risco Ref. (>5)		1,71(0,64-4,56)		1.71		0.64		4.56				1,22(0,45-3,33)		1.22		0.45		3.33				1,42(1,03-1,98)		1.42		1.03		1.98				1,41(1,03-1,95)		1.41		1.03		1.95

		riscrf_c:2				1,40(1,00-1,97)		1.40		1.00		1.97				1,40(1,00-1,97)		1.40		1.00		1.97				-										-

				Deviance:		1042.47										1042.47										1043.29										1043.32

				Log-verossim.:		-521.24										-521.24										-521.65										-521.66

				AIC:		1062.47										1062.47										1055.29										1055.32

		POLYTOMOUS		Variáveis paramétricas		POa		Proportional Odds Model								CRb		Adjacent-Category Logistic								ACc		Polytomous Logistic								PLd

		vglm(formula		Idade		1.01(1.00-1.03)		101344153600312.00		10002623704131.00		102679434643952.00				1.01(1.00-1.03)		101899107946789.00		0.983346882104448		105592730188251.00				1.02(0.98-1.06)		103041846867597.00		0.995224853437166		106685661729767.00				1.03(1.00-1.07)		dados)

						-										-		10112144153549.00		0.997477913817088		102514008546665.00				1.01(1.00-1.03)		10112144153549.00		0.997477913817088		102514008546665.00				1.01(1.00-1.03)

		(Intercept):1		Direitos trabalhistas (S)		0.58(0.42-0.80)		0.583880465188919		0.424071175115343		0.803913158060089				0.59(0.43-0.81)		0.880617423424988		0.335973603203307		230817849689934.00				0.88(0.34-2.31)		0.519455568256248		0.203084269782175		132868039303015.00				0.52(0.20-1.33)

						-										-		0.589876550745417		0.423363148986907		0.821881512247706				0.59(0.42-0.82)		0.589876550745417		0.423363148986907		0.821881512247706				0.59(0.42-0.82)

		idade:1		Trabalho doméstico (S)		0.49(0.25-0.97)		0.493694191020416		0.251810805818897		0.967924920674757				0.50(0.26-0.97)		103603403954377.00		0.12425336846383		863853064398678.00				1.04(0.12-8.64)		0.50936725500539		0.0658887740657816		39377724680792.00				0.51(0.07-3.94)

		idade:2				-										-		0.491651080527911		0.243816672085773		0.991403840091898				0.49(0.24-0.99)		0.491651080527911		0.243816672085773		0.991403840091898				0.49(0.24-0.99)

		salferS:1		Risco referido (>5)		1.42(1.03-1.98)		142499741545047.00		102658453218643.00		197803256368541.00				1.41(1.03-1.95)		122296960062756.00		0.448671189898048		333352057750574.00				1.22(0.45-3.33)		17134896122247.00		0.644471333666101		455574437190269.00				1.71(0.64-4.56)

		salferS:2				-										-		140108929228121.00		0.997418932696941		196813108373343.00				1.40(1.00-1.97)		140108929228121.00		0.997418932696941		196813108373343.00				1.40(1.00-1.97)

		domestS:1		Deviance:		1043.29										1043.32										1042.47										1042.47

		domestS:2		Log-verossimilhança:		-521.64										-521.66										-521.23										-521.23

		riscrf_c:1		AIC:		1055.29										1055.32										1062.47										1062.47

		riscrf_c:2		a: Proportional Odds Model. Comparações: 1 vs (2+3) e (1+2) vs 3.

		Deviance:		b: Continuation-Ratio Model. Comparações: 1 vs (2+3) e 2 vs 3.

		Log-likelihood:		c: Adjacent-Category Logistic Model. Comparações: 1 vs 2 e 2 vs 3.

		AIC		d: Polytomous Logistic Model. Comparações: 1 vs 3 e 2 vs 3.

						0,58(0,42-0,80)		0.58		0.42		0.80				0,59(0,43-0,81)

						-										-

						0,49(0,25-0,97)		0.49		0.25		0.97				0,50(0,26-0,97)																												6

						-										-																												0.3

						1,42(1,03-1,98)		1.42		1.03		1.98				1,41(1,03-1,95)																												0.3

						-										-																												0.3

						1043.29										1043.32																												9.1

						-521.65										-521.66

						1055.29										1055.32
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t

		PO		1.9993		1-pt(1.9993;779)				0.0230		1.9993		1.9968

				3.2977		1-pt(3.2977;779)				0.0005		-3.2977		-3.2968

				2.0549		1-pt(2.0549;779)				0.0201		-2.0549		-2.0439

				2.1168		1-pt(2.1168;779)				0.0173		2.1168		2.1116

		CR		1.9968		1-pt(1.9968;779)				0.0231		1.9968

				-3.2968		1-pt(-3.2968;779)				0.0005		-3.2968

				-2.0439		1-pt(-2.0439;779)				0.0206		-2.0439

				2.1116		1-pt(2.1116;779)				0.0175		2.1116

		AC		1.598158		1-pt(1.598158;779)				0.0552		0.1504		1.035575

				1.035575		1-pt(1.035575;779)				0.1504		0.0552		1.598158

				3.119156		1-pt(3.119156;779)				0.0009		0.3980		-0.258594

				0.258594		1-pt(0.258594;779)				0.3980		0.0009		-3.119156

				1.984125		1-pt(1.984125;779)				0.0238		0.4870		0.032715

				0.032715		1-pt(0.032715;779)				0.4870		0.0238		-1.984125

				1.945095		1-pt(1.945095;779)				0.0261		0.3471		0.393432

				0.393432		1-pt(0.393432;779)				0.3471		0.0261		1.945095

		NO		1.69004		1-pt(1.69004;779)				0.0457

				1.59816		1-pt(1.59816;779)				0.0552

				1.36691		1-pt(1.36691;779)				0.0860

				3.11916		1-pt(3.11916;779)				0.0009

				0.64648		1-pt(0.64648;779)				0.2591

				1.98413		1-pt(1.98413;779)				0.0238

				1.07942		1-pt(1.07942;779)				0.1404

				1.9451		1-pt(1.9451;779)				0.0261





tabelas

		Arquivo com os modelos: modelos_glm.Rdata

		PROPORTIONAL ODDS

		vglm(formula		=		+		salfer		+		domest		+		riscrf_c,		family		=		cumulative(par		=		T),		data		=		dados)

				Estimativa

						Proportional Odds Model								Continuation-Ratio Model

		(Intercept):2		Parametrics Variables		Estimated OR		Confidence Limits (95%)						Estimated OR		Confidence Limits (95%)

		idade		Age		1.013		1.000		1.027				1.013		1.000		1.026

		salferS		Labourite Right		0.584		0.424		0.804				0.591		0.433		0.808

		domestS		Domestic Labor		0.494		0.252		0.968				0.500		0.257		0.972

		riscrf_c		Reported Risk		1.425		1.027		1.978				1.413		1.025		1.947

				Deviance:		1043.29								1043.32

				Log-likelihood:		-521.65								-521.66

				AIC		1055.29								1055.32

		CONTINUATION RATIO

		vglm(formula		=		+		salfer		+		domest		+		riscrf_c,		family		=		cratio(par		=		T),		data		=		dados)

				Estimativa		Odds		LI		LS

		(Intercept):1		-1.606148

		(Intercept):2		-3.17841

		idade		0.013

		salferS		-0.498

		domestS		-0.659

		riscrf_c		0.342

						degrees		of		freedom

						of		freedom

		ADJACENT-CATEGORY

		vglm(formula		=		+		salfer		+		domest		+		riscrf_c,		family		=		acat,		data		=		dados)

						Adjacent-Category Logistic								Polytomous Logistic

		(Intercept):1		Parametrics Variables		Estimated OR		Confidence Limits (95%)						Estimated OR		Confidence Limits (95%)

		idade:1		Age		1.019		0.983		1.056				1.030		0.995		1.067

		idade:2				1.011		0.997		1.025				1.011		0.997		1.025

		salferS:1		Labourite Right		0.881		0.336		2.308				0.519		0.203		1.329

		salferS:2				0.590		0.423		0.822				0.590		0.423		0.822

		domestS:1		Domestic Labor		1.036		0.124		8.639				0.509		0.066		3.938

		domestS:2				0.492		0.244		0.991				0.492		0.244		0.991

		riscrf_c:1		Reported Risk		1.223		0.449		3.334				1.713		0.644		4.556

		riscrf_c:2				1.401		0.997		1.968				1.401		0.997		1.968

				Deviance:		1042.47								1042.47

				Log-likelihood:		-521.24								-521.24

				AIC		1062.47								1062.47

		POLYTOMOUS

		vglm(formula		=		+		salfer		+		domest		+		riscrf_c,		family		=		multinomial,		data		=		dados)

				Estimativa		Odds		LI		LS

		(Intercept):1		-4.894875

		(Intercept):2		-1.591333

		idade:1		0.030		1.030		0.995		1.067

		idade:2		0.011		1.011		0.997		1.025

		salferS:1		-0.655		0.519		0.203		1.329

		salferS:2		-0.528		0.590		0.423		0.822

		domestS:1		-0.675		0.509		0.066		3.938

		domestS:2		-0.710		0.492		0.244		0.991

		riscrf_c:1		0.539		1.713		0.644		4.556

		riscrf_c:2		0.337		1.401		0.997		1.968

		Deviance:		1042.471		degrees		of		freedom

		Log-likelihood:		-521.2355		of		freedom

		AIC		1062.471
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modelos GLM

		Arquivo com os modelos: modelos_glm.Rdata

		PROPORTIONAL ODDS

		vglm(formula		=		graaci		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		cumulative(par		=		T),		data		=		dados)

				Estimativa		erro padrão		t		p-valor		Estimated OR		LL(95%)		HL(95%)

		(Intercept):1		1.59852		0.3832722		4.1707

		(Intercept):2		4.381002		0.4426788		9.8966

		idade		-0.013		0.007		-1.999		0.023		0.987		0.974		1.000

		salferS		0.538		0.163		3.298		0.001		1.713		1.244		2.358

		domestS		0.706		0.343		2.055		0.020		2.026		1.033		3.971

		riscrf_c		-0.354		0.167		-2.117		0.017		0.702		0.506		0.974

		Deviance:		1043.293				on		1552		degrees		of		freedom

		Log-likelihood:		-521.6464		on		1552		degrees		of		freedom

		AIC		1055.293

		CONTINUATION RATIO

		vglm(formula		=		graaci		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		cratio(par		=		T),		data		=		dados)

				Estimativa		erro padrão		t		p-valor		Odds		LI		LS

		(Intercept):1		-1.606148		0.3656461		-4.3926

		(Intercept):2		-3.17841		0.4408619		-7.2095

		idade		0.013		0.006		2.137		0.016		1.014		1.001		1.026

		salferS		-0.498		0.156		-3.195		0.001		0.608		0.448		0.825

		domestS		-0.659		0.330		-1.997		0.023		0.518		0.271		0.988

		riscrf_c		0.342		0.160		2.136		0.016		1.407		1.029		1.925

		Deviance:		1043.627				on		1552		degrees		of		freedom

		Log-likelihood:		-521.8134		on		1552		degrees		of		freedom

		AIC		1055.627

		ADJACENT-CATEGORY

		vglm(formula		=		graaci		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		acat,		data		=		dados)

				Estimativa		erro padrão		t		p-valor		Odds		LI		LS

		(Intercept):1		-1.591333		0.397407		-4.004291

		(Intercept):2		-3.303541		1.168648		-2.826806

		idade:1		0.011		0.007		1.598		0.055		1.011		0.997		1.025

		idade:2		0.019		0.018		1.036		0.150		1.019		0.983		1.056

		salferS:1		-0.528		0.169		-3.119		0.001		0.590		0.423		0.822

		salferS:2		-0.127		0.492		-0.259		0.398		0.881		0.336		2.308

		domestS:1		-0.710		0.358		-1.984		0.024		0.492		0.244		0.991

		domestS:2		0.035		1.082		0.033		0.487		1.036		0.124		8.639

		riscrf_c:1		0.337		0.173		1.945		0.026		1.401		0.997		1.968

		riscrf_c:2		0.201		0.512		0.393		0.347		1.223		0.449		3.334

		Deviance:		1042.471				on		1548		degrees		of		freedom

		Log-likelihood:		-521.2355		on		1548		degrees		of		freedom

		AIC		1062.471

		POLYTOMOUS

		vglm(formula		=		graaci_poly		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		multinomial,		data		=		dados)

				Estimativa		erro padrão		t		p-valor		Odds		LI		LS

		(Intercept):1		-4.894875		1.1407276		-4.29101

		(Intercept):2		-1.591333		0.397407		-4.00429

		idade:1		0.030		0.018		1.690		0.046		1.030		0.995		1.067

		idade:2		0.011		0.007		1.598		0.055		1.011		0.997		1.025

		salferS:1		-0.655		0.479		-1.367		0.086		0.519		0.203		1.329

		salferS:2		-0.528		0.169		-3.119		0.001		0.590		0.423		0.822

		domestS:1		-0.675		1.043		-0.646		0.259		0.509		0.066		3.938

		domestS:2		-0.710		0.358		-1.984		0.024		0.492		0.244		0.991

		riscrf_c:1		0.539		0.499		1.079		0.140		1.713		0.644		4.556

		riscrf_c:2		0.337		0.173		1.945		0.026		1.401		0.997		1.968

		Deviance:		1042.471				on		1548		degrees		of		freedom

		Log-likelihood:		-521.2355		on		1548		degrees		of		freedom

		AIC		1062.471





modelos novos

		>		summary(modelo_proportional2_glm)

		Call:

		vglm(formula		=		graaci		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		cumulative(par		=		T),

				data		=		dados)

		Pearson		Residuals:

				Min		1Q		Median		3Q		Max

		logit(P[Y<=1])		-0.3407		-0.24582		-0.1223		-0.10623		8.521

		logit(P[Y<=2])		-1.0226		-0.63759		-0.54595		1.16315		2.8793

		Coefficients:

				Value		Std.		Error		t		value		OR		LI		LS

		(Intercept):1		-4.381002		0.4426788		-9.8966

		(Intercept):2		-1.59852		0.3832722		-4.1707

		idade		0.013352		0.0066784		1.9993						1.013441536		1.0002623704		1.0267943464

		salferS		-0.538059		0.1631607		-3.2977						0.5838804652		0.4240711751		0.8039131581

		domestS		-0.705839		0.3434889		-2.0549						0.493694191		0.2518108058		0.9679249207

		riscrf_c		0.35417		0.1673126		2.1168						1.4249974155		1.0265845322		1.9780325637

		Number		of		linear		predictors:		2

		Names		of		linear		predictors:		logit(P[Y<=1]),		logit(P[Y<=2])

		Dispersion		Parameter		for		cumulative		family:		1

		Residual		Deviance:		1043.293		on		1552		degrees		of		freedom

		Log-likelihood:		-521.6464		on		1552		degrees		of		freedom

		Number		of		Iterations:		6

		>		summary(modelo_continuation2_glm)

		Call:

		vglm(formula		=		graaci		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		sratio(par		=		T),

				data		=		dados)

		Pearson		Residuals:

				Min		1Q		Median		3Q		Max

		logit(P[Y=1|Y>=1])		-0.2551		-0.18204		-0.15283		-0.13542		8.4594

		logit(P[Y=2|Y>=2])		-1.0102		-0.62794		-0.53845		1.18021		2.8821

		Coefficients:

				Value		Std.		Error		t		value

		(Intercept):1		-4.358886		0.4368024		-9.9791

		(Intercept):2		-1.669654		0.374891		-4.4537		p

		idade		0.012968		0.0064942		1.9968		0.0231				1.0130524492		1.0002393967		1.0260296367

		salferS		-0.525659		0.1594427		-3.2968		0.0005				0.5911656578		0.4325027077		0.808033866

		domestS		-0.692867		0.3389982		-2.0439		0.0206				0.5001401099		0.2573538039		0.9719698165

		riscrf_c		0.345484		0.1636118		2.1116		0.0175				1.4126734882		1.0251150724		1.9467535285

		Number		of		linear		predictors:		2

		Names		of		linear		predictors:		logit(P[Y=1|Y>=1]),		logit(P[Y=2|Y>=2])

		Dispersion		Parameter		for		sratio		family:		1

		Residual		Deviance:		1043.324		on		1552		degrees		of		freedom

				AIC		1055.324

		Log-likelihood:		-521.6618		on		1552		degrees		of		freedom

		Number		of		Iterations:		6

		>		summary(modelo_acat2_glm)

		Call:

		vglm(formula		=		graaci		~		idade		+		salfer		+		domest		+		riscrf_c,		family		=		acat(reverse		=		T),

				data		=		dados)

		Pearson		Residuals:

				Min		1Q		Median		3Q		Max

		log(P[Y=1]/P[Y=2])		-0.67826		-0.4047		-0.042362		-0.030546		9.7455

		log(P[Y=2]/P[Y=3])		-1.03507		-0.64674		-0.557726		1.162682		2.8212

		Coefficients:

				Value		Std.		Error		t		value

		(Intercept):1		-3.303541		1.168648		-2.826806

		(Intercept):2		-1.591333		0.397407		-4.004291		p-valor

		idade:1		0.018813		0.0181665		1.035575		0.1503609				1.0189910795		0.9833468821		1.0559273019

		idade:2		0.011152		0.0069782		1.598158		0.05520666				1.0112144154		0.9974779138		1.0251400855

		salferS:1		-0.127132		0.4916279		-0.258594		0.3980084				0.8806174234		0.3359736032		2.3081784969

		salferS:2		-0.527842		0.169226		-3.119156		0.000940244				0.5898765507		0.423363149		0.8218815122

		domestS:1		0.0354		1.0820574		0.032715		0.4869551				1.0360340395		0.1242533685		8.638530644

		domestS:2		-0.709986		0.357833		-1.984125		0.02379622				0.4916510805		0.2438166721		0.9914038401

		riscrf_c:1		0.201282		0.5116056		0.393432		0.347054				1.2229696006		0.4486711899		3.3335205775

		riscrf_c:2		0.33725		0.1733849		1.945095		0.02606151				1.4010892923		0.9974189327		1.9681310837

		Number		of		linear		predictors:		2

		Names		of		linear		predictors:		log(P[Y=1]/P[Y=2]),		log(P[Y=2]/P[Y=3])

		Dispersion		Parameter		for		acat		family:		1

		Residual		Deviance:		1042.471		on		1548		degrees		of		freedom

		Log-likelihood:		-521.2355		on		1548		degrees		of		freedom

		Number		of		Iterations:		6

		>
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										Variáveis paramétricas		graves		moderados		leves

		idade:1		0.0135298		0.0188379		0.718222		Idade		1.01(0.98-1.05)		0.99(0.98-1.00)		0.98(0.97-0.99)

		idade:2		-0.0090783		0.0066212		-1.371103		Direitos trabalhistas (S)		1.04(0.41-2.60)		1.20(0.89-1.61)		2.03(1.66-2.49)

		idade:3		-0.0228331		0.0046846		-4.874059		Trabalho doméstico (S)		0.26(0.03-1.97)		0.26(0.13-0.49)		0.53(0.39-0.72)

		salferS:1		0.0371142		0.4683565		0.079243		Risco referido (>5)		1.72(0.66-4.52)		1.42(1.05-1.94)		1.01(0.82-1.23)

		salferS:2		0.1791032		0.1527271		1.172701		Deviance:		3904.96

		salferS:3		0.709232		0.1030714		6.880978		Log-verossimilhança:		-1952.48

		domestS:1		-1.3432207		1.0316831		-1.30197		AIC:		3934.96

		domestS:2		-1.3639143		0.3325334		-4.101586		Todos os casos estão sendo comparados com os controles.

		domestS:3		-0.634452		0.1596221		-3.974713

		riscrf_c:1		0.5447746		0.4916246		1.108111

		riscrf_c:2		0.3533331		0.1570234		2.250194

		riscrf_c:3		0.0054042		0.10266		0.052641

		Number		of		linear		predictors:		3

		Names		of		linear		predictors:

		log(mu[,1]/mu[,4]),		log(mu[,2]/mu[,4]),		log(mu[,3]/mu[,4])

		Dispersion		Parameter		for		multinomial		family:		1

		Residual		Deviance:		3904.96		on		6954		degrees		of		freedom

		Log-likelihood:		-1952.48		on		6954		degrees		of		freedom
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